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Abstrak—Dalam industri Fast Moving Consumer Goods 

(FMCG) seperti air minum kemasan, quality control berperan 

penting untuk menjaga produk yang baik, oleh karena itu 

diperlukan metode yang cepat dan andal untuk menganalisis data 

lapangan dan memberikan informasi yang dapat membantu 

dalam menentukan kualitas produk. Selama proses produksi di 

pabrik, botol air minum sering kali memiliki beberapa cacat 

misalnya, tutup dan label yang tidak ada atau tidak terpasang 

dengan benar, serta air yang kurang terisi pada botol. Semua 

masalah tersebut dapat menurunkan kualitas produk yang 

dikirim ke konsumen. Untuk mengatasinya, inspeksi visual 

menjadi teknik wajib di lini produksi. Metode inspeksi visual 

tradisional sering kali memerlukan beberapa kamera dan 

perangkat untuk mendeteksi beberapa cacat pada produk, 

masing-masing digunakan untuk mendeteksi jenis masalah yang 

berbeda. Dalam penelitian ini, digunakan metode Multi-Label 

Image Classification dengan Convolutional Neural Network (CNN) 

sebagai algoritma untuk mendeteksi beberapa cacat pada botol air 

sekaligus. Terdapat enam class label yaitu isi kurang, isi kosong, 

tutup rusak, tutup tidak ada, label rusak, dan label tida ada. 

Masing-masing class label tersebut mewakili kemungkinan 

adanya cacat yang ada pada botol. Beberapa kombinasi feature 

learning layer dan fully connected layer digunakan untuk 

mengekstrak pola dan mengklasifikasikan gambar masukan. 

Untuk memfasilitasi penelitian ini, dikumpulan dataset gambar 

botol air dengan skala besar, dimana didalam datset tersebut 

merepresentasikan enam class label yang telah ditentukan. Saat 

diuji dengan dataset baru, model CNN mendapatkan hasil akurasi 

prediksi 98,526%, dan mendapat rata-rata akurasi sebesar 

97,71% ketika diuji dengan 10-fold cross validation. 

Kata Kunci— Artificial Intelegance (AI), Multi-Label Image 

Classification, Convolutional Neural Network (CNN), Sortir botol 

minuman 
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I.  PENDAHULUAN 

Air minum merupakan salah satu kebutuhan utama bagi 

manusia. Belakangan ini, telah berkembang tren dimana air 

minum ditempatkan ke dalam botol plastik terutama untuk air 

minum kemasan yang diproduksi secara masal. Didalam proses 

produksi air minum kemasan tersebut, tentunya tidak lepas dari 

adanya kesalahan dalam proses produksinya, contohnya adalah 

botol yang tidak ada label, kurang sesuainya proses pemasangan 

label, tidak ada tutup, kurang sesuainya pemasangan tutup dan 

botol yang tidak ada atau kurang dalam pengisian air minumnya. 

Untuk menjaga kualitas produksi, harus dilakukan sortir 

terhadap produk yang telah jadi, agar jadi yang didapatkan 

sesuai standar dan layak untuk didistribusikan ke konsumen. [1] 

Salah satu cara sortir produk jadi adalah dengan cara visual. 

Dengan sortir secara visual, kualitas produk dapat diketahui 

berdasarkan tampilan luarnya, apakah sudah sesuai standar atau 

mungkin ada beberapa bagian proses yang terlewati sehingga 

menyebabkan produk tersebut menjadi tidak layak. Saat ini telah 

berkembang beberapa metode yang dapat dapat digunakan 

untuk pengecekan barang secara visual, antara lain dengan 

memanfaatkan Convolutional Neural Network (CNN). [2] 

Pada penelitian ini, fokus utamanya adalah penerapan CNN 

yang digunakan untuk klasifikasi gambar digital dari kamera, 

dimana gambar yang akan dianalisa merupakan sebuah botol 

minuman. Disini, CNN akan menganalisa dan memprediksi dari 

sebuah gambar botol minuman, apakah botol minuman tersebut 

terdapat kerusakan atau tidak. 

II. PENELITIAN TERKAIT 

Penelitian sebelumnya telah dilakukan oleh Valentina et al 

[1], hasilnya adalah ELU merupakan activation function yang 

paling sesuai dengan empat layer max pooling, tiga fully 

connected layer dan empat layer konvolusi. Dengan learning 

rate 0.00001, dropout 0.8 dan epoch-nya 50 kali dengan hasil 

akurasi sekitar 80%. Berikutnya Nugroho et al [2], membuat 

sistem yang dapat mengenali dan  mengklasifikasi label merek 

pada botol plastik dengan 5 kelas berukuran 600ml. hasil 

akurasinya adalah 87,12%. 

A. Multi Label Image Classification 

Multi label image classification adalah salah satu jenis dari 

classification dimana dalam satu input gambar digital dapat 

diprediksi beberapa kemungkinan label yang paling mendekati. 

[3][4][5] Multi label image classification tentunya akan sangat 

relevan jika diterapkan pada pengolahan gambar digital di 

kehidupan sehari hari, karena di dalam satu gambar biasanya 

tidak hanya terdapat satu label saja tapi bisa lebih dari dua label 

sekaligus. [6][7] 

 

B. Deep learning 

Deep learning merupakan pengembangan dari neural 

network yang memiliki jumlah layer yang banyak untuk 

memberikan ketepatan tugas seperti deteksi objek, pengenalan 
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suara, terjemahan bahasa dan lain lain. Deep learning 

memungkinkan model komputasi yang terdiri dari beberapa 

layer pengolahan untuk mempelajari representasi data dengan 

berbagai tingkat abstraksi. [8][9] Metode ini menemukan 

struktur yang rumit di dalam set data yang besar dengan 

menggunakan algoritma backpropagation untuk menunjukkan 

bagaimana mesin harus mengubah parameter internal yang 

digunakan untuk menghitung perwakilan di setiap layer dari 

perwakilan di layer sebelumnya. [10][11] 

 

C. Convolutional Neural Network (CNN) 

CNN adalah satu dari beberapa macam model yang ada pada 

deep learning. Struktur CNN terdiri dari feature learning layer 

dan fully connected layer. Feature learning layer dalam CNN 

terdiri dari beberapa layer, yaitu layer konvolusi, fungsi aktifasi 

(ReLU), max pooling dan dropout regularization. CNN bekerja 

secara hierarki, sehingga output pada layer konvolusi pertama 

digunakan sebagai input pada layer konvolusi selanjutnya. 

[12][13] 

 
Gambar 1. Convolutional Neural Network (CNN) 

 

D. Layer Kovolusi 

Layer kovolusi merupakan layer pertama dalam arsitektur 

CNN.Konvolusi adalah istilah matematis dimana 

pengaplikasian sebuah fungsi pada output fungsi lain secara 

berulang. Dalam pengolahan gambar, konvolusi berati 

mengaplikasikan sebuah kernel (kotak kuning) pada gambar di 

semua bagian yang memungkinkan seperti yang ditunjukkan 

pada Gambar 2 Kotak biru secara keseluruhan adalah gambar 

input. Kernel bergerak dari sudut kiri atas ke kanan bawah 

sehingga hasil konvolusi dari gambar tersebut berupa feature 

map (kotak hijau). [14] 

 

 
Gambar 2. Operasi Konvolusi 

 𝐺[𝑚, 𝑛] = ∑ ∑ ℎ[𝑗, 𝑘]𝑓[𝑚 − 𝑗, 𝑛 − 𝑗]𝑘𝐽 ..........................(1) 

 

Dimana: 𝑓 = input  ℎ = kernel 

𝑚 = baris pada feature map 𝑛 = kolom pada feature map 

 

E. Max Pooling 

Max pooling merupakan operasi yang membagi output dari 

layer konvolusi menjadi beberapa grid kecil lalu mengambil 

nilai maksimal dari setiap grid untuk menyusun matriks gambar 

yang telah direduksi seperti pada Gambar 3, grid yang berwarna 

merah, hijau, kuning dan biru merupakan kelompok grid yang 

akan dipilih nilai maksimumnya. Sehingga hasil proses tersebut 

dapat dilihat pada kumpulan grid disebelah kanannya. Proses 

tersebut memastikan fitur yang didapatkan akan sama meskipun 

objek gambar mengalami translasi (pergeseran). 

 

 

Gambar 3. Max Pooling 

 

F. Rectified Linear Unit (ReLu) 

ReLu adalah salah satu jenis fungsi aktivasi yang bersifat 

non-linear. Nilai output dari neuron bisa dinyatakan sebagai 0 

jika inputnya adalah negatif. Jika nilai input adalah positif, 

maka output dari neuron adalah nilai input aktivasi itu sendiri. 

Adapun persamaan untuk adalah sebagi berikut. 

 𝑓(𝑥) = max(0, 𝑥)..................................................................(2) 

 

G. Dropout Regularization 

Dropout merupakan sebuah teknik regulasi jaringan syaraf 

tiruan dengan tujuan memilih beberapa neuron secara acak dan 

tidak akan dipakai selama proses pelatihan, dengan kata lain 

neuron-neuron tersebut dinonaktifkan secara acak. 

 

H. Fully Connected Layer 

Fully connected layer merupakan layer dimana semua 

neuron aktivasi dari layer sebelumnya terhubung semua dengan 

neuron di layer selanjutnya untuk menentukan fitur mana yang 

paling berkorelasi dengan kelas tertentu. Fungsi dari layer ini 

adalah untuk menyatukan semua node menjadi satu dimensi. 

[15] 

 

I. Binary Cross-Entropy 

Binary Cross-Entropy merupakan salah satu jenis loss 

function yang dipergunakan untuk mengetahui nilai loss dari 

sebuah model jaringan klasifikasi, terutama untuk klasifikasi 

biner. Binary Cross-Entropy memberikan nilai loss untuk setiap 

probabilitas klasifikasi binernya. Pada Binary Cross-Entropy, 

komponen vektor dari output berdiri sendiri dan tidak saling 

terikat satu sama lain, artinya loss yang dihitung untuk setiap 

komponen vektor keluaran CNN tidak dipengaruhi oleh 

komponen vektor lainnya. Maka dari itu Binary Cross-Entropy 

digunakan untuk klasifikasi multi-label, dimana nilai dari class 
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tertentu tidak mempengaruhi class lainnya. Adapun 

persamaannya adalah sebagai berikut: 

 𝐿𝑜𝑠𝑠 =  1𝑁 ∑ 𝑦𝑖  . 𝑙𝑜𝑔(ŷ𝑖) +  (1 − 𝑦𝑖) . log (1 −𝑁𝑖=1 ŷ𝑖)......(3) 

Dimana: ŷ𝑖 = output neuron 𝑦𝑖 = target 
 

J. Sigmoid 

Sigmoid merupakan salah satu fungsi aktivasi non-linear 

dimana pada fungsi aktivasi ini akan menerima input berupa 

angka tunggal dan mengubah nilai tersebut menjadi sebuah nilai 

yang memiliki range mulai dari 0 sampai 1. Adapun persamaan 

untuk simoid adalah sebagai berikut 𝑓(𝑥𝑖) =  11+𝑒−𝑥𝑖 ..................................................................(4) 

Dimana: 𝑥𝑖 = nilai input  

III. METODOLOGI PENELITIAN 

A. Metode Analisis Data 

Digunakan bahasa pemrograman Python dengan 

menggunakan Google Colab sebagai text editor dan engine 

untuk menjalankan programnya. Google Colab merupakan 

sebuah layanan dimana berisi beberapa tools yang dapat 

dipergunakan untuk pemrograman Python berbasis cloud, 

artinya penyimpanan data, permrosesan data dan lain-lain 

tersimpan di dalam server sehingga pengguna tidak perlu 

menginstal dan tinggal memakainya saja. Untuk penelitian ini 

digunakan framework TensorFlow dan library Keras untuk 

pembuatan arsitektur model CNN-nya.  

 

B. Penetuan Class Label 

Class label merupakan objek yang ingin dipresiksi di dalam 

sebuah model CNN. Penentuan class label dalam sebuah model 

CNN sangatlah penting karena akan mempengaruhi hasil 

prediksi dan proses pelatihan jaringan CNN. Berikut 

merupakan class label yang digunakan pada penelitian ini. 

 

Tabel 1. Class Label 

Class Label  Keterangan 

Isi kurang Isi dalam botol kurang dari 13 cm 

Isi tidak ada Tidak adanya isi di dalam botol 

Tutup rusak Tutup yang dipasang kurang kencang 

atau miring  

Tutup tidak ada Tidak adanya tutup di botol 

Label rusak Label yang dipasang miring atau tidak 

sesuai 

Label tidak ada Tidak adanya label di botol 

 

C. Perancangan Dataset 

Dataset yang digunakan dalam penelitian ini berupa data 

gambar. Di dalam metode CNN perlu digunakan dataset yang 

banyak untuk menghasilkan prediksi model yang baik.  Dataset 

yang dipergunakan dalam penelitian ini berupa beberapa buah 

gambar yang merupakan hasil tangkapan kamera terhadap botol 

minuman. Dalam penelitian ini pengambilan dataset dibagi 

berdasarkan setiap kemungkinan adanya class label didalam 

gambar, dimana secara garis besar dibagi menjadi tiga yaitu 

adanya satu class label terdeteksi, dua class label terdeteksi dan 

tiga class label terdeteksi. Untuk menghindari imbalance 

dataset yang dapat mengakibatkan prediksi model menjadi 

tidak sesuai, penulis menyamaratakan jumlah dataset gambar, 

yaitu dengan 100 buah gambar pada masing masing-

kemungkinan.  

Dalam penelitian ini ukuran aspek rasio saat pengambilan 

gambar dataset adalah 3 x 4 dan memanfaatkan background 

hijau untuk mengurangi noise pada gambar dataset. Untuk 

mengoptimalkan hasil model prediksi, setiap dataset gambar 

bersifat unik dan berbeda antara satu dengan yang lain, dimana 

proses pengambilan gambar dilakukan dengan memperhatikan 

beberapa kemungkinan posisi ataupun letak class label didalam 

sebuah gambar. 

 

 
Gambar 4. Contoh Dataset 

 

Tabel 2. Sebaran Dataset 

No Class Label Pada Gambar 
Jumlah 

Gambar 

1 Semua oke 100 

2 Isi kurang 100 

3 Isi tidak ada 100 

4 Tutup rusak 100 

5 Tutup tidak ada 100 

6 Label rusak 100 

7 Label tidak ada 100 

8 Isi kurang, Tutup rusak 100 

9 Isi kurang, Tutup tidak ada 100 

10 Isi kurang, Label rusak 100 

11 Isi kurang, Label tidak ada 100 

12 Isi tidak ada, Tutup rusak 100 

13 Isi tidak ada, Tutup tidak ada 100 

14 Isi tidak ada, Label rusak 100 

15 Isi tidak ada, Label tidak ada 100 

16 Label rusak, Tutup rusak 100 

17 Label rusak, Tutup tidak ada 100 

18 Label tidak ada, Tutup rusak 100 

19 Label tidak ada, Tutup tidak ada 100 

20 Isi kurang, Tutup rusak, Label rusak 100 

21 Isi kurang, Tutup rusak, Label tidak ada 100 

22 Isi kurang, Tutup tidak ada, Label rusak 100 

23 Isi kurang, Tutup tidak ada, Label tidak ada 100 

24 Isi tidak ada, Tutup rusak, Label rusak 100 

25 Isi tidak ada, Tutup rusak, Label tidak ada 100 

26 Isi tidak ada, Tutup tidak ada, Label rusak 100 

27 Isi tidak ada, Tutup tidak ada, Label tidak ada 100 

Total Keseluruhan 2700 
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D. Perancangan One Hot Encoding 

One-hot encoding merupakan sebuah proses untuk 

mengkategorikan sebuah class label yang ada pada neural 

network kedalam bilangan biner. Angka 1 merepresentasikan 

bahwa class label tersebut ada, dan angka 0 merepresentasikan 

bahwa class label tersebut tidak ada. Hasil pengumpulan dataset 

gambar sebelumnya akan di mapping ke dalam sebuah file 

dengan format CSV dimana dalam file tersebut termuat nama 

file gambar, label yang ada (isi kurang, isi tidak ada, tutup 

rusak, tutup tidak ada, label rusak, label tidak ada) beserta 

keterangan ada tidaknya class label tersebut pada masing-

masing gambar. Dataset yang sudah dibuat kemudian 

dimasukan ke dalam Google Colab untuk diolah datanya ke 

dalam program CNN. 

 

E. Pengolahan Dataset 

Dataset yang digunakan dalam program ini terbagi menjadi 

dua jenis yaitu file .csv yang berisi dataset one-hot encoder 

dimana didalamnya terdapat nama gambar dan keterangan class 

label yang ada pada gambar serta file .jpg yang berisi data 

gambar dari dataset itu sendiri.  

Untuk dataset gambar, sebelum masuk ke jaringan CNN 

akan diolah terlebih dahulu. Pertama gambar tersebut akan 

dirubah ukurannya agar seragam dengan resolusi 200 x 200 

piksel dengan tiga buah channel RGB, kemudian gambar akan 

dirubah ke dalam bentuk array yang merepresentasikan nilai 

dari setiap piksel yang ada pada gambar tersebut. Setelah itu 

nilai dari array tersebut akan dirubah range nilainya dari yang 

sebelumnya 0-255 menjadi 0-1 agar nilai tidak terlalu besar dan 

mempermudah pada saat proses pelatihan model CNN. 

 

F. Perancangan Model CNN 

Penentuan model arsitektur dari CNN merupakah hal yang 

sangat penting untuk dilakukan. Baik tidaknya hasil prediksi 

output akan sangat bergantung dari arsitektur yang dipakai. 

Suatu model dikatakan baik jika tidak overfitted ataupun 

underfitted. Overfitted artinya model menghapal semua data 

pelatihan, tanpa menganalisis pola trend dari data. Sedangkan 

underfitted artinya model tidak dapat menganalisis data 

pelatihan secara keseluruhan sehingga menghasilkan prediksi 

yang kurang sesuai. Model CNN yang baik mampu men-

generalisikan data inputan, artinya model tersebut dapat 

memprediksi output dari dataset yang berbeda dengan dataset 

yang sudah dipakai untuk proses pelatihan.  

Saat ini masih belum ada paduan yang baku tentang 

bagaimana menentuan model arsitektur yang optimal karena 

penentuan model arsitektur tersebut sangat bergantung pada 

banyak hal, salah satunya jumlah output prediksi, ukuran 

dataset, jenis dataset dll. Di dalam CNN terdapat beberapa 

hyperparameter contohnya adalah jumlah epoch, filter, ukuran 

kernel, ukuran batch, jumlah feature learing layer, jumlah 

neuron fully connected layer dll, sehingga ada kemungkinan tak 

hingga untuk setiap kombinasi hyperparameter-nya. Untuk 

menentukan model arsitektur yang optimal, perlu 

dilakukanannya percobaan pada setiap kombinasi arsitektur 

tersebut.  Dalam penelitian ini, model arsitektur yang dipakai 

adalah sebagai berikut: 

 

Tabel 3. Model Arsitektur CNN 

Layer Deskripsi 

1 

Conv2D with 16 filters, kernel size (5,5), 

activation = ReLu 

Batch Normalization 

Max Pooling with pool size (2,2) 

Dropout regularization (0,2) 

2 

Conv2D with 32 filters, kernel size (5,5), 

activation = ReLu 

Batch Normalization 

Max Pooling with pool size (2,2) 

Dropout regularization (0,2) 

3 

Conv2D with 64 filters, kernel size (5,5), 

activation = ReLu 

Batch Normalization 

Max Pooling with pool size (2,2) 

Dropout regularization (0,2) 

4 

Conv2D with 128 filters, kernel size (5,5), 

activation = ReLu 

Batch Normalization 

Max Pooling with pool size (2,2) 

Dropout regularization (0,2) 

5 

Conv2D with 300 filters, kernel size (5,5), 

activation = ReLu 

Batch Normalization 

Max Pooling with pool size (2,2) 

Dropout regularization (0,2) 

6 
Dense layer with 128 neuron, activation = ReLu 

Dropout regularization (0,5) 

7 
Dense layer with 64 neuron, activation = ReLu 

Dropout regularization (0,5) 

8 
Dense layer with 32 neuron, activation = ReLu 

Dropout regularization (0,5) 

9 
Dense layer with 6 neuron, activation = Sigmoid 

Dropout regularization (0,5) 

 

 

G. Pengujian Dengan K-Fold Cross Validation 

K-fold cross validation digunakan untuk mengevaluasi 

kinerja model dengan menggunakan dataset yang sudah 

dipersiapkan. Metode ini akan membagi data latih menjadi k 

sub data. Tiap-tiap sub data akan menjadi data validasi dan 

sisanya akan menjadi data latih. Proses ini akan terus diulangi 

hingga semua k sub data telah menjadi data validasi. 

 

 

H. Pengujian Dengan Dataset Baru 

Pengujian dengan dataset baru dilakukan dengan tujuan 

untuk mengetahui performa model jika diuji dengan dataset 

yang bukan berasal dari dataset untuk proses pelatihan apakah 

sudah dapat memprediksi dengan bagus, atau model CNN yang 

hanya menghafal data yang sudah ada saja. 
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IV. HASIL DAN ANALISA 

Pada penelitian ini dilakukan tiga tahap untuk implementasi 

dari model CNN. Pertama adalah pelatihan dan validasi. Kedua 

pengujian dengan metode K-fold cross validation untuk 

mengetahui nilai akurasi rata-rata pada setiap dataset untuk 

pelatihan dan validasi. Ketiga, pengujian dengan dataset baru, 

dimana digunakan dataset yang berbeda dengan dataset untuk 

pelatihan dan validasi.  

 

A. Pelatihan dan Validasi 

Pada penelitian ini, pelatihan model akan dihentikan jika 

sudah mencapai epoch sebanyak 100. Selain itu, ukuran batch 

yang dipakai untuk proses pelatihan adalah sebesar 90. 

Digunakan dataset sejumlah 2700 gambar, pembagiannya 

adalah 1890 dataset gambar untuk pelatihan dan 810 dataset 

gambar untuk proses validasi. Karena digunakan ukuran batch 

90, maka total batch yang ada untuk dataset pelatihan adalah 

sebanyak 21 batch dimana akan dilakukan update nilai weight 

pada masing masing batch tersebut. Proses pelatihan ini 

dilakukan dengan menggunakan optimizer Adam dan initial 

learning rate sebesar 0,001. Berikut merupakan nilai loss dan 

akurasi per 10 epoch untuk proses pelatihan dan validasi yang 

sudah dilakukan. 

 

Tabel 4. Hasil Pelatihan Model 

Epoch 
Pelatihan Validasi 

 Loss Akurasi Loss Akurasi 

1 0,7149 0,6632 0,6773 0,6644 

10 0,4163 0,7612 0,4081 0,7748 

20 0,2853 0,8346 0,1711 0,8911 

30 0,2295 0,8600 0,1409 0,8998 

40 0,2037 0,8795 0,0733 0,9291 

50 0,1723 0,8974 0,0563 0,9627 

60 0,1482 0,9170 0,0300 0,9837 

70 0,1346 0,9247 0,0152 0,9921 

80 0,1187 0,9355 0,0085 0,9938 

90 0,1179 0,9341 0,0076 0,9990 

100 0,1064 0,9502 0,0046 0,9995 

 

Adapun grafik loss dan akurasi untuk pelatihan dan 

validasi dapat dilihat pada Gambar 5 dan Gambar 6. 

 

 
Gambar 5. Grafik Loss Pelatihan dan Validasi 

 

 
Gambar 6. Grafik Akurasi Pelatihan dan Validasi 

 

B. K-Fold Cross Validation 

Pada pengujian untuk cross validation nilai parameter k 

yang ditentukan adalah sebesar 10, dimana dataset akan dilatih 

dan dilakukan validasi sebanyak 10 kali dengan menggunakan 

pembagian dataset yang berbeda tiap fold-nya. Tujuan dari 

cross validation adalah untuk mengetahui performa model 

dengan skema pembagian dataset untuk pelatihan dan validasi 

yang berbeda. Pelatihan untuk cross validation dilakukan 

dengan menggunakan ukuan batch 90 dan epoch sebesar 100. 

Adapun hasil dari cross validation yang sudah dilakukan dapat 

dilihat pada Tabel 5 berikut ini: 

 

Tabel 5. Akurasi Cross Validation 

Fold Akurasi 

1 100% 

2 96,36% 

3 94,51% 

4 100% 

5 99,20% 

6 93,53% 

7 97,10% 

8 99,32% 

9 97,16% 

10 100% 

Rata-rata 97,71% 

SD +-2,25% 

 

C. Pengujian Dengan Dataset Baru 

Pada pengujian dengan dataset baru ini, penulis 

mempersiapkan total 260 gambar yang digunakan untuk 

melakukan pengujian. Dataset tersebut secara garis besar 

dibagi menjadi tiga bagian yaitu jika terdapat 1 class label, 2 

class label, dan 3 class label, dimana untuk mengetahui 

performa model secara keseluruhan, jumlah gambar untuk 

masing masing kemungkinan adanya class label tersebut 

disamaratakan yaitu 10 gambar. Hasil dari pengujian dengan 

datset baru dapat dilihat pada Tabel 6. 
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Tabel 6. Hasil Pengujian Dengan Dataset Baru 

No 
Class 

Label 

Prediksi 

Benar 

Prediksi 

Salah 
Akurasi 

1 Isi kurang 260 0 100% 

2 
Isi tidak 

ada 
260 0 100% 

3 
Tutup 

rusak 
255 5 98,077% 

4 
Tutup 

tidak ada 
260 0 100% 

5 
Label 

rusak 
242 18 93,077% 

6 
Label 

tidak ada 
260 0 100% 

Rata-rata 98,526% 

 

D. Visualisasi Hasil 

Visualisasi proses training pada tiap layer dilakukan dengan 

cara memproyeksikan kembali fitur aktivasi ke awal proses 

training jaringan. Pada penelitian ini digunakan total 9 layer 

utama dimana dibagi menjadi dua, yaitu 5 layer untuk feature 

learning layer dan 4 layer untuk fully connected layer. Dalam 

feature learning layer, ukuran filter pada setiap layer konvolusi 

akan semakin membesar pada setiap layernya. Pada layer 

pertanma bertujuan untuk menangkap beberapa informasi 

relevan dari data piksel mentah yang masih memiliki noise. 

Setelah hasil ekstraksi gambar mentah yang berguna telah 

diekstraksi, maka akan ditambahkan jumlah filter pada layer 

kedua, ketiga dan setelahnya untuk mendeteksi pola yang ada 

pada gambar dengan lebih detail. Operasi max pooling 

digunakan untuk mendapatkan hasil fature yang paling besar 

dan untuk mereduksi hasil daripada feature map. Contoh hasil 

ekstraksi pada layer konvolusi dan max pooling dapat dilihat 

pada Tabel 7. 

 

Tabel 7. Hasil Ekstraksi Feature Learning Layer 

Input Gambar 

 

Layer 

konvolusi 

pertama 

 

Max pooling 

pertama 

 

Layer 

konvolusi 

kedua 

 

Max pooling 

kedua 

 

Layer 

konvolusi 

ketiga 

 

Max pooling 

ketiga 

 

Layer 

konvolusi 

keempat 
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Max pooling 

keempat 

 

Layer 

konvolusi 

kelima 

 

Max pooling 

kelima 

 
 

V. KESIMPULAN 

Berdasarkan hasil penelitian yang telah dilakukan dengan 

melalui beberapa tahap perencanaan, perancangan, pembuatan 

serta pengujian maka dapat diambil kesimpulan sebagai 

berikut: 

1. Dalam penelitian ini, CNN berhasil untuk 

mengklasifikasikan gambar ke dalam enam buah class 

label yang sudah ditentukan yaitu “isi kurang”, “isi tidak 
ada”, “tutup rusak”, “tutup tidak ada”, “label rusak” dan 
“label tidak ada”. 

2. Model arsitektur CNN yang dipakai dalam penelitian ini 

yaitu menggunakan 5 buah feature learning layer dan 4 

fully connected layer, dimana dalam proses pelatihan, 

didapatkan nilai akurasi sebesar 95,02% dengan nilai loss-

nya yaitu 0,1064. 

3. Rata-rata akurasi prediksi yang didapatkan pada pengujian 

menggunakan metode 10-fold cross-validation adalah 

97,71% dan standar deviasi yang didapat yaitu 2,25%. 

4. Rata-rata akurasi prediksi yang didapatkan pada pengujian 

dengan dataset baru yaitu 98,526%. 
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